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Resumen: La tala ilegal y la deforestación —tráfico de madera— representan amenazas 

críticas para la sostenibilidad de los ecosistemas forestales en el sur de Ecuador, lo que 

exige herramientas de control más eficientes y accesibles. Este trabajo presenta un 

modelo basado en inteligencia artificial (IA) que utiliza la arquitectura MobileNetV3 —

especializada en la detección de patrones en imágenes y optimizada para dispositivos de 

bajo poder de cómputo— para la identificación anatómica de cuatro especies maderables: 

cedro (Cedrela odorata), nogal (Juglans neotropica), faique (Prosopis pallida) y guayacán 

(Handroanthus chrysanthus). Los resultados evidenciaron un desempeño adecuado y 

estable en diferentes escenarios de validación, incluyendo condiciones controladas de 

laboratorio y entornos con mayor variabilidad y complejidad, alcanzando una precisión 

del 81% y del 80%, respectivamente, lo que demuestra que el modelo aprendió a 

discriminar las especies a partir de características anatómicas como vasos, radios y 

anillos. Se concluye que la solución basada en IA constituye una herramienta tecnológica 

para apoyar la lucha contra el tráfico de madera y, al mismo tiempo, un valioso recurso 

didáctico para la formación de futuros profesionales en computación, gestión forestal y 

conservación ambiental. 
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Palabras clave: Redes neuronales convolucionales. Computación en el borde. 

Aprendizaje supervisado. Aplicación de la ley. Botánica. Ecología. 

Abstract: Illegal logging and deforestation—timber trafficking—represent critical 

threats to the sustainability of forest ecosystems in southern Ecuador, demanding more 

efficient and accessible monitoring tools. This work presents an Artificial Intelligence (AI) 

model that leverages the MobileNetV3 architecture—specialized in image pattern 

detection and optimized for low-resource devices—for the anatomical identification of 

four timber species: Cedrela odorata, Juglans neotropica, Prosopis pallida, and 

Handroanthus chrysanthus. The results showed adequate and stable performance across 

validation scenarios, including controlled laboratory conditions and more variable, 

complex environments, reaching accuracies of 81% and 80%, respectively, indicating that 

the model learned to discriminate species based on anatomical features such as vessels, 

rays, and rings. This AI-based solution is both a technological tool to support the fight 

against timber trafficking and a valuable educational resource for training future 

professionals in computer science, forest management, and environmental conservation. 

Keywords: Convolutional Neural Networks. Edge Computing. Supervised Learning. Law 

Enforcement. Botany. Ecology. 

 

1.  Introducción 

La gestión sostenible de los recursos forestales enfrenta desafíos críticos en el contexto 

global actual. La tala ilegal se ha consolidado como uno de los principales motores de la 

deforestación, lo que provoca un manejo insostenible de los bosques y el deterioro 

sistemático de los ecosistemas (Mascarello et al., 2021; Ojeda Luna et al., 2020). Si bien 

los bosques tropicales desempeñan un rol fundamental en la mitigación del cambio 

climático y existen normativas para la protección de especies vulnerables (García-Cox et 

al., 2023; Mascarello et al., 2021), la problemática persiste, con impactos económicos 

devastadores; por ejemplo, en Estados Unidos, las multas asociadas a estas prácticas 

oscilan entre 52 y 157 billones de dólares (Datta et al., 2025). En el contexto ecuatoriano, 

esta situación adquiere matices alarmantes: entre 2016 y 2018, las provincias de Zamora-

Chinchipe y Loja registraron pérdidas forestales de 6864 ha y 2183 ha, respectivamente 

(Ministerio del Ambiente, Agua y Transición Ecológica [MAATE], 2018). Reportes entre 

2020 y 2022 señalan una tasa de deforestación del -0.8%, cifra que supera la capacidad 

de regeneración natural de los bosques locales (MAATE, 2023, p. 14). 

Ante este escenario, la identificación taxonómica precisa de la madera emerge como un 

mecanismo crucial para la conservación, cuya eficacia puede maximizarse mediante la 

visión por computadora (CV, por sus siglas en inglés), una rama de la inteligencia artificial 

(IA) capaz de analizar patrones anatómicos de forma análoga a la visión humana (Liu et 

al., 2024; Sugiarto et al., 2024). De la misma manera, la CV utiliza algoritmos que procesan 
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imágenes y extraen características para obtener información descriptiva de los objetos 

del mundo real (De Andrade et al., 2020; Mou et al., 2024). Los principales avances 

tecnológicos han dado lugar a sistemas informáticos para la identificación automática de 

madera (Diaz-de-Arcaya et al., 2024; Srinivasan et al., 2025), presentando una mejora de 

precisión y velocidad ante los métodos tradicionales.  

Los métodos tradicionales de identificación de madera, según Kumar et al. (2024) y 

Senthilvadivu y David, (2025), limitan la fiabilidad y agilidad de los expertos en el 

reconocimiento de especies maderables al depender de técnicas como la observación 

manual, la examinación macroscópica/microscópica, sistemas de clasificación (Silva et al., 

2022; Venugopal et al., 2024), listas de referencias y el análisis de propiedades 

físicas/químicas (International Association of Wood Anatomists, 1989). Desde la 

perspectiva de Raju et al. (2025), estos procesos son tediosos, lentos y dependen del juicio 

humano, lo que los vuelve más susceptibles a fallos de clasificación; situación que, de 

acuerdo con Herrera-Poyatos et al. (2024) y Riesco Muñoz et al. (2019), con frecuencia 

deriva en equivocaciones en los inventarios forestales, lo que permite a los traficantes 

evadir los controles aduaneros con mayor facilidad. 

Así mismo, existen soluciones basadas en IA, las cuales apoyan a los profesionales en su 

campo de estudio (Liu et al., 2024; Srinivasan et al., 2025; Venugopal et al., 2024), sin 

embargo, su ejecución en dispositivos de bajos recursos, como los teléfonos móviles, es 

rara vez abarcada o incluso no especificada (Ajay et al., 2025; Harika et al., 2024; Li et al., 

2025). La mayoría de las soluciones tiende a superar los desafíos de identificación en 

entornos con mayor variabilidad y complejidad, lo que demanda un alto consumo de 

recursos computacionales y prioriza la potencia de cálculo por encima de la portabilidad 

(Ajay et al., 2025; Mou et al., 2024; Wang et al., 2024). Esto ha generado un vacío de 

conocimiento evidente: la ausencia de soluciones orientadas a entornos móviles que se 

desempeñen de forma óptima en campo y que, a su vez, proporcionen resultados precisos 

y estables en entornos con mayor variabilidad y complejidad. 

En respuesta a este vacío, se propone el uso de la arquitectura ligera MobileNetV3-Large, 

que —como argumentan Howard et al. (2019)— fue diseñada para tareas de CV en 

dispositivos con recursos limitados, lo que favorece la extracción de características 

importantes con un consumo reducido de batería y memoria. Estas características 

convierten a la arquitectura MobileNetV3 en una alternativa adecuada para su 

implementación en dispositivos móviles y similares, orientada a escenarios de 

procesamiento de campo, como el monitoreo forestal mediante dispositivos portátiles 

(Raju et al., 2025). Como respaldo a esta propuesta, diversos estudios ya han evidenciado 

la capacidad de arquitecturas similares, al resolver con gran precisión la clasificación de 

enfermedades en cultivos, la identificación de especies de madera y maleza, e incluso  

la detección de peatones (Jiao et al., 2024; Li et al., 2024; Sugiarto et al., 2024;  

Tang et al., 2025). 



REVISTA KAWSAYPACHA. SOCIEDAD Y MEDIO AMBIENTE N° 18 (2026), A-014 

4 
 

En este contexto, este trabajo aborda la problemática de la tala ilegal mediante el 

desarrollo y evaluación de un modelo de CV basado en la arquitectura MobileNetV3 para 

la identificación automática de cuatro especies maderables de relevancia ecológica y 

cultural en el sur del Ecuador: cedro (Cedrela odorata), nogal (Juglans neotropica), faique 

(Prosopis pallida) y guayacán (Handroanthus chrysanthus). En particular, se propone 

evaluar el desempeño del modelo en distintos escenarios de validación, que abarcan 

desde condiciones controladas de laboratorio hasta entornos con mayor variabilidad y 

complejidad. Asimismo, se analiza la capacidad de generalización del modelo a otras 

especies y su posible despliegue en entornos móviles, con el fin de valorar su viabilidad 

como herramienta de apoyo en procesos formativos y como soporte complementario para 

la identificación realizada por especialistas del área.  

2. Metodología 

La metodología se estructuró con el propósito de evaluar el desempeño del modelo en 

distintos niveles de complejidad experimental, considerando tanto condiciones 

controladas como escenarios de mayor variabilidad. Para ello, se definieron tres líneas de 

análisis complementarias: (i) entrenamiento y validación en un conjunto de cuatro 

especies ecuatorianas obtenidas mediante captura directa, (ii) pruebas de estrés en 

condiciones no controladas y (iii) extrapolación del modelo a especies de una región 

geográfica distinta. Esta estructura metodológica permitió examinar no solo la capacidad 

de clasificación del modelo, sino también su robustez y potencial de generalización. 

2.1 Especies forestales y especificación de captura 

Las especies forestales se dividieron en dos regiones: Ecuador, para el entrenamiento y la 

evaluación del modelo; y Brasil, para analizar la capacidad de evaluación del modelo. En 

la región sur de Ecuador, las cuatro especies objetivo fueron: cedro, nogal, faique y 

guayacán. Mientras que en la región de Brasil se seleccionaron tres especies: itaúba 

(Mezilaurus itauba), caimito (Micropholis venulosa) y mogno (Swietenia macrophylla). 

Con el objetivo de abordar la brecha tecnológica asociada a la portabilidad de procesos de 

identificación en entornos de mayor variabilidad y complejidad, se empleó un 

macroscopio para capturar imágenes de especies forestales ecuatorianas en condiciones 

de laboratorio controladas. El dispositivo dispone de tres niveles de iluminación (bajo, 

normal y alto), genera imágenes en formato JPEG con una resolución de 640 × 480 píxeles 

y cuenta con un rango de zoom de 0-40 mm (equivalente a 1.75x-2x en comparación con 

un estereomicroscopio Euromex de referencia). 

Por su parte, las imágenes de las especies brasileñas fueron obtenidas del repositorio 

público Mendeley Data, asociado al estudio de Souza et al. (2020), quienes desarrollaron 

un sistema automático para el reconocimiento de especies de la flora brasileña a partir de 

características texturales de imágenes macroscópicas de madera. El conjunto de datos 

https://data.mendeley.com/datasets/cc78ftcdf9/1
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comprende 1.901 imágenes de 46 especies, capturadas con un estereomicroscopio Zeiss 

Discovery V12, con una resolución de 2080 × 1540 píxeles y una magnificación de 10×. 

2.2 Procesamiento y aumento de datos 

Para el conjunto de datos de especies ecuatorianas, se ejecutaron las siguientes técnicas 

de aumento de datos —«permiten expandir un conjunto de datos simulando variabilidad 

real» (Xie et al., 2025; Xie & Ling, 2023) —: volteos horizontales/verticales, simulando un 

efecto de espejo; ajustes de brillo/contraste, modificando el valor en +/- 0.2 y +/- 0.1 

puntos, respectivamente; desenfoque Gaussiano; rotaciones de +/- 15 grados; y un 

proceso de reescalado de la imagen a 224 píxeles cuadrados. En el caso del conjunto de 

datos de las especies brasileñas, se aplicaron las mismas técnicas, excepto las rotaciones. 

Asimismo, para el proceso de entrenamiento, el conjunto de datos se dividió en tres 

subconjuntos: entrenamiento, validación y prueba; garantizando que no existiera 

superposición de muestras provenientes de un mismo espécimen entre ellos. El código 

desarrollado e implementado durante el proceso experimental está disponible en un 

repositorio público de GitHub.  

2.3 Adquisición de imágenes y diseño experimental 

La adquisición de imágenes de las especies ecuatorianas se organizó en dos fases 

experimentales. La primera, denominada línea base, comprendió el entrenamiento y la 

evaluación inicial del modelo a partir de imágenes capturadas en condiciones controladas 

de laboratorio, lo que aseguró una adecuada visualización de las características 

anatómicas mediante el control constante del enfoque y la iluminación. La segunda fase, 

correspondiente a las pruebas de estrés, consistió en la reevaluación del modelo 

previamente entrenado utilizando un nuevo conjunto de imágenes obtenidas en 

condiciones menos controladas, caracterizadas por imperfecciones superficiales más 

marcadas y variabilidad en la iluminación.  

La línea base se estructuró en tres categorías anatómicas: (i) vasos y radios (VR), (ii) 

vasos, radios y anillos de crecimiento (VRA) y (iii) transición entre albura y duramen 

(TAD). Para cada especie se prepararon 10 especímenes distintos y se capturaron 15 

imágenes por categoría, lo que sumó un total de 1800 imágenes originales. Mediante 

técnicas de aumento de datos, este conjunto se amplió a 3600 imágenes. Del total, 360 

imágenes se destinaron a la evaluación del modelo y el resto al entrenamiento. 

Las pruebas de estrés siguieron las mismas tres categorías anatómicas y se recolectaron 

10 imágenes por categoría, lo que sumó 120 imágenes originales empleadas 

exclusivamente para la reevaluación del modelo.  

Por último, las especies brasileñas se incorporaron en la fase denominada extrapolación 

del modelo, cuyo objetivo fue analizar su capacidad de generalización en un contexto 

https://github.com/Daniel21004/modelo-clasificacion-especies-maderables
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geográfico distinto. En esta etapa se utilizaron 896 imágenes en total, ampliadas mediante 

técnicas de aumento de datos, distribuidas de la siguiente manera: itaúba (332 imágenes), 

caimito (284 imágenes) y mogno (280 imágenes). La metodología completa se resume en 

la Figura 1. 

2.4 Métodos de evaluación 

El método principal de evaluación fue la matriz de confusión, utilizada para cuantificar la 

exactitud de las predicciones del modelo sobre datos no observados durante el 

entrenamiento (Fei et al., 2023). Complementariamente, se empleó un mapa de similitud 

para analizar la estructura interna de los datos y la separabilidad entre clases, lo que 

facilitó la interpretación de patrones de agrupamiento (Xie et al., 2025). Asimismo, el 

diagrama de caja y bigotes permitió describir la distribución y la variabilidad de los 

resultados obtenidos. Este análisis se reforzó mediante la prueba estadística de Kruskal-

Wallis, una técnica no paramétrica orientada a determinar si existen diferencias 

significativas entre grupos (Devore, 2008). Finalmente, se utilizaron mapas de calor para 

identificar las regiones de la imagen con mayor contribución a la decisión del modelo, lo 

que facilitó la interpretación de las características más influyentes (Zhang et al., 2025). 

 

 

 

 

 

 

 

 

 

3. Resultados y discusión 

La presente sección expone los resultados obtenidos y su análisis correspondiente. En 

primer lugar, la subsección 3.1 (Etapa previa) describe las características de las muestras 

y las condiciones de adquisición. Posteriormente, la subsección 3.2 (Línea base) presenta 

la evaluación del modelo en condiciones de laboratorio controladas. La subsección 3.3 

(Prueba de estrés) evalúa su desempeño en escenarios con mayor complejidad visual. En 

la subsección 3.4 (Extrapolación del modelo) se examina la capacidad de generalización 
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al despliegue en nuevas especies, incluyendo consideraciones sobre su potencial de 

despliegue. Finalmente, la subsección 3.5 (Discusión) integra e interpreta los hallazgos, 

seguida de la subsección 3.5.1 (Limitaciones), donde se identifican las principales 

restricciones metodológicas del trabajo. 

3.1 Etapa previa 

Las muestras obtenidas de cada especie presentan una calidad adecuada para las 

capacidades del dispositivo de captura empleado, lo que garantiza la visualización de 

rasgos anatómicos discriminativos como vasos, radios y anillos de crecimiento. Las 

especies cedro, faique y guayacán fueron recolectadas a partir de discos, definidos como 

la sección transversal completa del tronco (Riesco Muñoz et al., 2019). En contraste, el 

nogal se obtuvo mediante núcleos de extracción —muestras longitudinales cilíndricas 

que atraviesan el radio del tronco (International Association of Wood Anatomists, 

1989)— debido a la ausencia de material en formato disco. Esta diferencia en el tipo de 

muestra generó variaciones en la distribución de la iluminación, lo que permitió captar, 

en el caso del nogal, regiones con mayor incidencia lumínica. Adicionalmente, algunas 

muestras de cedro, faique y nogal presentan pequeñas imperfecciones superficiales, como 

cavidades, que no afectaron de manera significativa el desempeño del modelo y 

potencialmente contribuyeron a mejorar su tolerancia a irregularidades menores. La 

Figura 2 muestra un mosaico representativo de las cuatro especies analizadas. 
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3.2 Línea base: Evaluación del desempeño en condiciones de 
laboratorio 

El modelo alcanzó una precisión global del 81%, como se observa en la matriz de 

confusión de la Figura 3. En dicha matriz se identifica un mayor nivel de error en la clase 

nogal, con 14 muestras mal clasificadas. Este comportamiento podría estar asociado a la 

distribución irregular de la iluminación derivada de la superficie convexa de las muestras. 

En este sentido, se recomienda complementar la identificación automatizada con métodos 

tradicionales, como la observación manual y el análisis microscópico, tal como sugieren 

Ajay et al. (2025). 

 

 

 

 

 

 

 

 

 

 

 

 

Por otro lado, el faique es la especie mejor distinguida en el mapa de similitud (Figura 4), 

seguida del cedro. No obstante, se presenta un sesgo de confusión, dado los valores 

atípicos del nogal, mayoritariamente hacia el guayacán y un poco hacia el cedro, 

posiblemente debido a múltiples variables externas que, además de la iluminación, 

pueden abarcar numerosas imperfecciones, desenfoques o inconsistencias, tal como 

argumentan Ravindran y Wiedenhoeft (2022) y Wang y Zhang (2025). 

Para resaltar la influencia de los rasgos anatómicos discriminativos en la identificación de 

las especies, el modelo fue evaluado mediante tres subconjuntos por especie, cada 

conjunto individual para un rasgo anatómico (VR, VRA y TAD). El mapa de calor de 
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exhaustividad (recall) de la Figura 5 evidenció patrones específicos: el rasgo anatómico 

TAD alcanzó la mayor tasa de aciertos para faique (93%), mientras que el conjunto VRA 

fue determinante para cedro (93%) y los VR para el nogal (93%). Por su parte, el guayacán 

alcanzó una identificación perfecta (100%) con ambos métodos, VRA y TAD. Estos 

resultados sugieren que la capacidad de identificación de todas las especies no se debe a 

un rasgo anatómico discriminativo, sino que varía entre ellas (Liu et al., 2024). 

Por último, el mapa de calor (Figura 6) ilustra que el cedro concentra su actividad en las 

características discriminativas VRA, mientras que el faique lo hace mayoritariamente en 

los VR. Por otro lado, el guayacán abarca zonas más amplias y presenta un mayor número 

de características discriminativas. Sin embargo, es interesante notar que el nogal  

presenta un patrón centrado en características VRA y tampoco descuida las zonas con  

luminancia irregular. 
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3.3 Prueba de estrés: Respuesta del modelo ante escenario de alta 
complejidad visual 

La matriz de confusión (Figura 7) evidencia un desempeño global de precisión del 80%, 

un valor que puede considerarse dentro de un rango adecuado, según Prommakhot et al. 

(2025). No obstante, se observa un mayor nivel de confusión en la clase de guayacán, 

seguida de la de cedro. Por su parte, nogal y faique presentan imprecisiones menores que 

se mantienen dentro de un comportamiento estable. En este sentido, como señalan De 

Andrade et al. (2020), ningún modelo está exento de sesgo y varianza al enfrentarse a 

datos no observados previamente, por lo que la presencia de un número reducido de 

clasificaciones erróneas resulta esperable en escenarios de evaluación abiertos. 

 

 

 

 

 

 

 

 

 

 

 

La Figura 8 presenta el diagrama de caja y bigotes correspondiente a la aplicación de la 

prueba de Kruskal-Wallis sobre la métrica F1-score, adecuada para escenarios con ligeros 

desequilibrios entre clases. El análisis arrojó un estadístico H = 4.0 y un valor p = 0.25, lo 

que indica que no existen diferencias estadísticamente significativas en el desempeño 

entre las especies. En consecuencia, el modelo mantiene un comportamiento estable en 

escenarios de mayor complejidad visual. Como se observa en la figura, todas las especies 

registran niveles de precisión superiores al 70%, destacando faique y cedro. Asimismo, 

las predicciones muestran una consistencia general, incluida la de guayacán, cuya 

precisión no desciende por debajo de dicho umbral. No obstante, aunque el nogal presenta 

resultados globalmente estables, se identifican algunos valores atípicos, un fenómeno que 

también se observa en el faique.  
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3.4 Extrapolación del modelo: Evaluación en nuevas especies y 
potencial despliegue en dispositivos móviles 

En esta etapa se seleccionaron tres especies distintas (Figura 9): itaúba, caimito y mogno. 

Las imágenes correspondientes presentan una alta calidad en cuanto a resolución, 

enfoque e iluminación, lo que permite evaluar la capacidad de adaptación del modelo en 

un entorno técnicamente controlado. 
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La Figura 10 muestra los resultados obtenidos durante la fase de extrapolación del 

modelo. En términos generales, el desempeño evidencia limitaciones en la clasificación de 

especies no incluidas durante el entrenamiento, lo que sugiere una capacidad de 

generalización restringida a nuevas clases. Esta situación puede atribuirse a diferencias 

en los patrones anatómicos con respecto a las especies previamente utilizadas. Resultados 

similares han sido reportados por Liu et al. (2024), quienes observaron descensos 

significativos en la precisión —inferiores al 20% en algunos casos— asociados a 

variaciones anatómicas específicas de cada especie. No obstante, caimito alcanzó una 

precisión del 100%, lo que sugiere que el modelo pudo haber aprendido características 

estructurales presentes en las especies de entrenamiento que también se manifiestan en 

esta especie, favoreciendo así su correcta clasificación. 

 

 

 

 

 

 

 

 

 

 

 

En coherencia con lo anterior, la Figura 11 presenta el mapa de similitud correspondiente 

a la fase de extrapolación. En esta proyección bidimensional se observa que el caimito 

constituye el único grupo claramente separado y correctamente delimitado en el espacio 

2D. En contraste, la itaúba y el mogno muestran una superposición considerable, lo que 

evidencia dificultades del modelo para discriminar entre ambas especies. 

Por su parte, el mapa de calor (Figura 12) indica que el modelo centró su atención en las 

características VRA al intentar clasificar la itaúba y el mogno, sin lograr una 

discriminación adecuada. En contraste, el caimito presenta un patrón de activación 

similar al observado previamente en el faique y el nogal, lo que sugiere afinidades en su 

distribución anatómica. Estos resultados indican que el modelo aprendió a identificar 
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rasgos discriminativos clave —como radios, vasos y anillos de crecimiento—; sin 

embargo, la presencia de patrones estructurales parcialmente coincidentes habría 

favorecido la confusión entre determinadas especies. 
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Finalmente, debido a limitaciones de compatibilidad entre el hardware disponible y el 

dispositivo de captura, así como a restricciones de tiempo, se desarrolló un prototipo de 

interfaz de escritorio para evaluar el modelo en funcionamiento. El modelo fue 

implementado en un servidor local y se estableció un umbral de confianza del 80%, de 

modo que las predicciones con probabilidad inferior a dicho umbral se clasifican como 

«madera desconocida». 
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3.5 Discusión 

La evaluación del modelo en entornos controlados se evidencia en la matriz de confusión 

presentada en la sección 3.2 (Figura 3), donde el desempeño global se mantiene en un 

rango considerado adecuado, resultado comparable al obtenido en escenarios con mayor 

variabilidad y complejidad (sección 3.3, Figura 7). De acuerdo con Alhichri et al. (2021) y 

Xie y Ling (2023), este comportamiento sugiere que el modelo logró focalizar su atención 

en regiones relevantes de la imagen, reduciendo la influencia de la información 

irrelevante. En este sentido, el mapa de calor correspondiente a la fase de extrapolación 

(sección 3.4, Figura 12) confirma que el modelo aprendió a utilizar las características VRA 

como base para la identificación; sin embargo, dichas representaciones no fueron 

suficientes para evitar confusiones al enfrentarse a especies no vistas durante  

el entrenamiento. 

Por otra parte, el mapa de calor obtenido en condiciones de laboratorio (sección 3.2, 

Figura 6) muestra que las regiones de activación asociadas al nogal y al cedro abarcan un 

área más reducida que las de las demás especies. En particular, en el caso del nogal, se 

observa que la atención del modelo se concentra en zonas cuyas características pueden 

ser similares a las del guayacán. A partir de ello, se plantea la hipótesis de que la confusión 

entre ambas especies podría deberse a la focalización del modelo en pequeñas 

imperfecciones superficiales del nogal que, al agruparse, generan patrones visualmente 

similares a los radios característicos del guayacán. Este comportamiento es coherente con 

lo señalado por Senthilvadivu y David (2025) y por Venugopal et al. (2024), quienes 

indican que la variabilidad anatómica, tanto intraespecífica como interespecífica, puede 

producir superposición de rasgos entre especies distintas. Asimismo, el proceso de 

reescalado de las imágenes descrito en la metodología (sección 2.2) pudo haber reducido 

la resolución de ciertos detalles discriminativos, lo que incrementó la probabilidad de 

confusión (Herrera-Poyatos et al., 2024). 

Asimismo, la aplicación de la prueba estadística de Kruskal-Wallis —respaldada por 

Krishnamoorthy et al. (2025) como un método adecuado para evaluar diferencias 

significativas en el desempeño— permitió analizar la estabilidad del modelo entre las 

clases. Los resultados presentados en el diagrama de caja y bigotes (sección 3.3, Figura 8), 

junto con el estadístico H y el valor p obtenidos, indican que no existen diferencias 

estadísticamente significativas en el rendimiento, lo que sugiere que el modelo no 

experimenta una degradación sustancial en escenarios abiertos. En concordancia con 

Riesco Muñoz et al. (2019), las leves fluctuaciones observadas en las métricas pueden 

atribuirse a la variabilidad aleatoria, dado que el desempeño global se mantiene estable y 

en niveles elevados.  

En el contexto de la adaptación del modelo, Gayathri et al. (2025), Liu et al. (2024) y 

Karnik et al. (2025) sostienen que la extrapolación a nuevas especies constituye un 

mecanismo pertinente para evaluar la robustez del modelo en escenarios diversos y 

cercanos a condiciones reales. En este trabajo, los resultados evidencian una capacidad 
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de adaptación limitada; sin embargo, también indican que el modelo aprendió a focalizar 

su atención en las características de VRA al intentar identificar nuevas especies. 

La hipótesis, en concordancia con Liu et al. (2024), sugiere que el modelo internalizó 

rasgos anatómicos discriminativos relevantes durante el entrenamiento, pero su 

desempeño disminuyó porque las especies empleadas en la fase de adaptación presentan 

patrones estructurales que difieren de los previamente aprendidos. Esta interpretación 

se ve respaldada por los mapas de calor, en los que la activación del modelo se concentra 

de manera consistente en las regiones asociadas a las características de VRA. Como 

señalan Islam et al. (2024) y Kaleab Taye et al. (2025), los mapas de calor constituyen una 

herramienta útil para interpretar el proceso de decisión del modelo, proporcionando 

evidencia visual que fortalece la validez de esta hipótesis. 

En definitiva, aunque la implementación directa en dispositivos móviles presentó 

limitaciones técnicas asociadas a la compatibilidad con el sistema de captura, el modelo 

basado en la arquitectura MobileNetV3 representa una alternativa eficiente en términos 

de consumo computacional, manteniendo un equilibrio adecuado entre rendimiento y 

precisión (Diaz-de-Arcaya et al., 2024; Howard et al., 2019; Kreuzberger et al., 2023). 

Asimismo, su diseño permite una implementación optimizada para la ejecución local, sin 

necesidad de conectividad a Internet, lo cual es una característica relevante para 

aplicaciones de monitoreo forestal en zonas remotas (Nguyen et al., 2023;  

Raju et al., 2025; Tang et al., 2025). 

3.5.1 Limitaciones 

A pesar del desempeño obtenido, se identificaron limitaciones metodológicas que deben 

considerarse al interpretar los resultados y orientan posibles mejoras en futuras etapas. 

En primer lugar, el uso de muestras de nogal en formato de núcleo dificultó la captura 

homogénea de la superficie, debido tanto al ángulo de visión fijo del dispositivo como a la 

geometría convexa del espécimen, lo que generó variaciones en la iluminación durante la 

adquisición de imágenes. Adicionalmente, esta condición, junto con la resolución espacial 

limitada del equipo utilizado, redujo la nitidez de ciertos detalles anatómicos finos en 

comparación con imágenes obtenidas conforme a estándares microscópicos, lo que 

constituye un aspecto técnico susceptible de optimización. 

Asimismo, es pertinente señalar que el conjunto de datos de entrenamiento podría 

ampliarse mediante la incorporación de muestras con mayor variabilidad en sus rasgos 

anatómicos discriminativos. Como indican Alhichri et al. (2021), el tamaño y la diversidad 

del conjunto de datos constituyen factores clave para fortalecer la estabilidad y la 

robustez del algoritmo, tanto en entornos de laboratorio controlados como en escenarios 

de elevada complejidad visual.  

Finalmente, si bien la arquitectura MobileNetV3 mostró un desempeño adecuado en 

entornos con recursos computacionales limitados, la falta de un prototipo móvil 
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completamente integrado para su evaluación directa en campo constituye una limitación 

técnica que debe abordarse en etapas futuras. La migración desde la interfaz de validación 

en un entorno de escritorio a una aplicación portátil autónoma permitirá evaluar el 

comportamiento del modelo en condiciones reales de operación. 

4. Conclusiones 

El presente trabajo aporta evidencia sobre la aplicación de técnicas de IA en el ámbito 

forestal y propone una herramienta tecnológica con potencial de utilidad tanto para 

especialistas como para procesos formativos. Los resultados experimentales muestran un 

desempeño favorable del modelo en distintos escenarios de evaluación. No obstante, se 

enfatiza que esta herramienta debe considerarse un apoyo complementario y no 

sustitutivo del criterio experto, por lo que sus predicciones deben contrastarse con 

métodos tradicionales de identificación para garantizar la validez de los resultados.  

Asimismo, los resultados evidencian que el modelo presenta margen de mejora, 

particularmente mediante la ampliación del conjunto de datos con una mayor diversidad 

de especies forestales y una representación más amplia de sus características anatómicas 

discriminativas (Ajay et al., 2025). De igual manera, se recomienda abordar los posibles 

sesgos identificados en la clasificación —como los observados en nogal y guayacán— 

mediante la validación sistemática de las predicciones del modelo con criterio  

experto y con métodos tradicionales de identificación (Datta et al., 2025;  

Herrera-Feijoo et al., 2023).  

Por último, como líneas de trabajo futuras, se propone la implementación y evaluación del 

modelo en dispositivos tecnológicos portátiles, lo que permitirá analizar su desempeño 

en condiciones reales de campo y consolidar su aplicabilidad práctica (Karnik et al., 2025). 

Asimismo, se plantea fortalecer la capacidad de generalización mediante la incorporación 

de muestras de nogal en formato disco y la ampliación del conjunto de imágenes con una 

mayor diversidad y riqueza de características anatómicas discriminativas. 
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